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Resumo

O glaucoma é uma das principais causas de cegueira irreversível
no mundo, caracterizado pela degeneração progressiva do nervo óptico. O
diagnóstico precoce é essencial para retardar a evolução da doença, sendo
a Tomografia de Coerência Óptica (OCT) uma das técnicas mais eficazes,
embora seu custo elevado limite seu uso em larga escala. Como alternativa,
duas abordagens vêm ganhando destaque: o uso de redes neurais profundas e
as técnicas tradicionais de processamento de imagens. Este trabalho propõe
uma abordagem alternativa ao uso excessivo de redes neurais, utilizando
técnicas tradicionais de processamento de imagens para extração e tabulação
de características a partir de imagens de retinografia. A metodologia inclui a
normalização das imagens, segmentação do disco e copa ópticos e cálculo de
parâmetros como a razão Copa-Disco (CDR) e a razão de vasos sanguíneos
(BVR), além da aplicação de um algoritmo de aprendizado de máquina para
classificação. A proposta foi testada em diversos conjuntos de dados públicos,
demonstrando um desempenho competitivo, especialmente em termos de
eficiência computacional e sustentabilidade, ao reduzir o consumo energético
e o impacto ambiental associado ao treinamento de redes neurais. Embora os
resultados sejam promissores, a abordagem ainda carece de validação clínica
extensa. Estudos futuros incluem a aplicação prática em ambientes clínicos
e a melhoria da precisão do modelo.

Palavras-chave: Processamento de Imagem, Aprendizado de máquina, Ex-
tração de características, Glaucoma, TI verde, Sustentabilidade



Abstract

Glaucoma is one of the leading causes of irreversible blindness world-
wide, characterized by the progressive degeneration of the optic nerve. Early
diagnosis is essential to slow the progression of the disease, with Optical
Coherence Tomography (OCT) being one of the most effective techniques,
although its high cost limits its widespread use. As an alternative, two ap-
proaches have been gaining prominence: the use of deep neural networks and
traditional image processing techniques. This work proposes an alternative
approach to the excessive use of neural networks, utilizing traditional image
processing techniques for feature extraction and tabulation from retinogra-
phy images. The methodology includes image normalization, segmentation
of the optic disc and cup, and calculation of parameters such as the Cup-to-
Disc Ratio (CDR) and the Blood Vessel Ratio (BVR), in addition to apply-
ing a machine learning algorithm for classification. The proposal was tested
on several public datasets, demonstrating competitive performance, espe-
cially in terms of computational efficiency and sustainability, by reducing
energy consumption and the environmental impact associated with training
neural networks. Although the results are promising, the approach still lacks
extensive clinical validation. Future studies include practical application in
clinical settings and improving the model’s accuracy.

Keywords: Image Processing, Machine Learning, Feature Extrac-
tion, Glaucoma, Green Intelligence, Sustainability.
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1 Introdução

O glaucoma, uma doença progressiva que afeta o nervo óptico, constitui um

desa�o signi�cativo para a saúde global, sendo reconhecido como a principal causa

de cegueira irreversível (THAM, 2014). Sua natureza insidiosa, frequentemente

referida como o "ladrão silencioso da visão", sublinha a urgência de diagnóstico

precoce e preciso para conter a perda visual. Neste contexto, a Tomogra�a de

Coerência Óptica (OCT) emergiu como uma ferramenta crucial na luta contra o

glaucoma (ROCHA, 2024). No entanto, o alto custo associado ao exame de OCT

tem restringido substancialmente seu acesso generalizado à população, limitando

a detecção precoce e o tratamento e�caz da doença.

Como alternativa promissora, nas últimas décadas, pesquisadores têm ex-

plorado o potencial do aprendizado de máquina para desenvolver métodos de di-

agnóstico mais acessíveis e e�cazes (BARROS, 2020). Duas abordagens principais

se destacam nesse cenário: o uso de redes neurais profundas e técnicas tradicionais

de processamento de imagem.

A extração de características das imagens de retinogra�a desempenha um

papel crucial nesse contexto. Esta etapa consiste em identi�car e selecionar in-

formações relevantes e discriminativas das imagens, permitindo a construção de

modelos de diagnóstico robustos e generalizáveis (SINGH, 2021). No entanto, é

importante ressaltar as distintas abordagens adotadas pelas redes neurais profun-

das e pelas técnicas tradicionais de processamento de imagem.

Enquanto as redes neurais profundas têm se destacado pela sua capacidade

de aprendizado de representações complexas e abstratas, elas enfrentam limita-

ções signi�cativas (HAO, 2019). Além da demanda por grandes volumes de dados

de treinamento e dos recursos computacionais exigidos, como GPUs de alto de-

sempenho, o processo de treinamento dessas redes geralmente é longo e custoso,

resultando em um impacto ambiental considerável. Isso se deve ao elevado con-

sumo de energia, que contribui para o aumento na emissão de carbono, indo de

encontro a questões de sustentabilidade (PATTERSON, 2021).
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Por outro lado, as técnicas tradicionais de processamento de imagem podem

ser mais acessíveis e e�cientes em termos de recursos computacionais. No entanto,

elas enfrentam di�culdades na adaptação a conjuntos de dados heterogêneos, que

variam em termos de tonalidade, tamanho e resolução das imagens disponíveis

nos datasets públicos. Esta heterogeneidade muitas vezes resulta em modelos com

desempenho satisfatório apenas em conjuntos de dados especí�cos, limitando sua

aplicabilidade em cenários clínicos diversos (HCL Fasteners Ltd, 2020).

1.1 Justi�cativa

Métodos auxiliares no diagnóstico de glaucoma são temas frequentes na li-

teratura. Porém, há uma lacuna quando se trata de aplicabilidade de tais métodos.

Um grande número de trabalhos abordam o tema com a utilização, principalmente,

de redes neurais convulacionais. Outros, utilizam-se de técnicas tradicionais de pro-

cessamento de imagens.

Nesta seara, a utilização de redes neurais apresenta ótimos resultados, po-

rém são necessárias inúmeras imagens para que seu treinameto seja e�caz e não há

grandes conjuntos de dados públicos disponíveis, além de exigir um grande poder

computacional.

Já o processamento de imagens com técnicas tradicionais, via de regra, não

depende de grandes conjuntos de dados, porém essa abordagem não se mostra

muito e�caz quando submetida a conjuntos de dados de imagens com variações de

tonalidade, tamanho, resolução e outras características.

Assim, este estudo empregará a estrutura do algoritmo proposto por Oli-

veira (2023) que foi aplicado na base ORIGA, aprimorando-o especi�camente no

processo de Normalização de Imagens, para que seja capaz de se adaptar aos da-

tasets ACRIMA, ORIGA, REFUGE, RIM-ONE DL, HRF, Drishti-gs e HVD.

1.2 Objetivo

O objetivo principal deste trabalho é propor uma abordagem sustentável,

alternativa ao uso das redes neurais, por meio de técnicas tradicionais de processa-
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mento de imagem, com a qual seja possível fazer a extração e tabulação de atributos

de imagens de retinogra�a, adaptável aos mais diversos datasets disponíveis.

Para que esse objetivo seja alcançado, alguns objetivos especí�cos precisam

ser cumpridos:

1 - Revisão da literatura com foco estudos que empregam técnicas tradici-

onais de processamento de imagens e redes neurais na problemática do glaucoma

a �m de fazer um contraponto entre as duas abordagens no que tange à sustenta-

bilidade destas;

2 - Desenvolvimento de algoritmo baseado na aplicação de �ltros e trans-

formações e equalização de histogramas deverá ser desenvolvido com o objetivo de

de calcular automaticamente os limiares usados nas funções do OpenCV e demais

bibliotecas utilizadas na segmentação para as mais variadas formas e tonalidades

de imagens a serem utilizadas;

3 - Também serão testadas tecnologias emergentes e consolidadas, como

UNET e SAM, utilizadas para a segmentação e extração de características de ima-

gens nos datasets com marcações de segmentação o�ciais a �m de serem avaliadas

e comparadas ao algoritmo desenvolvido;

4 - Por �m, para avaliar a qualidade dos dados extraídos e tabulados, será

feito um comparativo entre algumas redes neurais amplamente utilizadas para di-

agnóstico do glaucoma a partir de imagens de retinogra�a e a abordagem proposta

neste trabalho.

1.3 Trabalhos publicados

Durante a fase de pesquisa, os processos e aprendizados geraram dois tra-

balhos que foram publicados:

Em Oliveira (2023), aplicamos uma abordagem baseada em processamento

de imagens utilizando técnicas tradicionais para extração de características, como

CDR, BVR, ISNT e direção do olho, por meio da segmentação do disco e da copa

do disco, utilizando a base de dados ORIGA.
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Já em Vieira (2023), o foco da pesquisa foi na explicabilidade das redes

neurais convulacionais aplicadas no diagnóstico do glaucoma. Para isso, várias

CNN's foram treinadas utilizando pesos recomendados pela literatura e um pro-

cesso de aumento de dados (data augmentation) foi aplicado ao conjunto de dados

ACRIMA. Após o treinamento das diversas redes, algoritmos XAI (eXplainable

Arti�cial Intelligence) foram executados com o objetivo de explicar os diagnósti-

cos gerados por cada rede.

1.4 Organização do Texto

1.4.1 Introdução

Neste capítulo, é apresentada uma introdução geral ao tema do glaucoma,

descrevendo sua relevância na área da saúde ocular. Também é delineado o objetivo

da pesquisa e fornecida uma justi�cativa para a realização deste estudo.

1.4.2 Referencial Teórico

No segundo capítulo, são abordados conceitos gerais relacionados ao glau-

coma, redes neurais profundas e processamento de imagens. A literatura existente

é explorada e são destacados trabalhos relacionados que fornecem insights valiosos

para o desenvolvimento deste estudo.

1.4.3 Trabalhos Relacionados

No terceiro capítulo, uma revisão da literatura foi realizada, examinando

estudos que utilizam redes neurais profundas e métodos tradicionais de processa-

mento de imagem para o diagnóstico do glaucoma. Essas pesquisas examinaram

uma variedade de conjuntos de dados, incluindo imagens de retinogra�a recortadas

e completas. A diversidade permitiu uma análise completa dos métodos sugeridos,

destacando seus benefícios e desvantagens. A revisão serve como base para a abor-

dagem proposta neste trabalho, que visa usar técnicas de processamento de imagem

para realizar a segmentação, extração de características de imagens de retinogra�a

para um diagnóstico de glaucoma preciso e acessível.
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1.4.4 Materiais e Métodos

No quarto capítulo, são expostos todos os materiais e métodos utilizados

nessa pesquisa, como o detalhamento dos conjuntos de dados, técnicas de aumento

de dados (Data Augmentation), exposição das métricas e validações e do classi�-

cador. Também é descrito e demonstrado um setup experimental que utiliza duas

tecnologias de segmentação baseadas em redes neurais, a SAM - Segment Anything

e a Unet. Ambas são aplicadas a um conjunto de dados com marcações o�ciais de

segmentação e os resultados são comparados com o processo de segmentação da

abordagem proposta neste trabalho.

1.4.5 Abordagem proposta

Neste capítulo, a abordagem proposta neste trabalho é detalhada, mos-

trando inicialmente um panorama geral e na sequência um detalhamento de cada

etapa desenvolvida.

1.4.6 Resultados

Serão mostrados e analilsados os resultados de várias redes neurais no âm-

bito do diagnósitico do glaucoma, como também serão feitas comparações com os

resultados obtidos pela abordagem proposta.

1.4.7 Conclusão

Neste capítulo é feita uma conclusão mostrando as contribuições e limita-

ções do estudo como também apontamentos de trabalhos futuros.

1.5 Considerações �nais do capítulo

Neste capítulo, foi feita uma introdução a respeito da problemática do

glaucoma, suas formas tradicionais de diagnóstico e a utilização da inteligência

arti�cial como suporte ao diagnóstico. Além disso, foram descritos os objetivos,

justi�cativas e um resumo de cada capítulo contido nesse estudo.
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2 Referencial Teórico

Neste capítulo, discutiremos as bases teóricas que sustentam a pesquisa

sobre o diagnóstico do glaucoma, destacando suas bases clínicas e as mais recentes

desenvolvimentos tecnológicos e estratégias de saúde sustentáveis.

O glaucoma, uma doença ocular progressiva e silenciosa que é uma das

principais causas de cegueira irreversível em todo o mundo, será o foco deste tra-

balho. Ao entender as características clínicas, as di�culdades de diagnóstico e as

consequências para a saúde ocular, estaremos preparados para abordar os métodos

de diagnóstico por meio de Aprendizado de Máquina.

Em seguida, falaremos sobre o papel crescente da inteligência arti�cial (IA)

na oftalmologia, especialmente no diagnóstico do glaucoma, como também aborda-

remos o tema da sustentabilidade, indicando a necessidade de utilizarmos a compu-

tação verde, produzirmos algoritmos otimizados e e�cientes em termos energéticos.

2.1 Glaucoma

O glaucoma é uma patologia oftalmológica progressiva e silenciosa que afeta

milhões de pessoas em todo o mundo, representando uma das principais causas de

cegueira irreversível. Caracterizada pela lesão do nervo óptico, essa condição de-

manda diagnóstico precoce e tratamento adequado para evitar danos permanentes

à visão. No entanto, a detecção precoce do glaucoma muitas vezes esbarra em

desa�os relacionados à disponibilidade de recursos, custos e acesso a exames espe-

cializados (THAM, 2014).

A tomogra�a de coerência óptica (OCT) é uma tecnologia avançada uti-

lizada no diagnóstico e acompanhamento de diversas doenças oftalmológicas, in-

cluindo o glaucoma. O OCT permite a obtenção de imagens de alta resolução

das estruturas internas do olho, incluindo o nervo óptico, a retina e a camada

de �bras nervosas, fornecendo informações detalhadas sobre a morfologia ocular

(ROCHA, 2024). Essas imagens são essenciais para a identi�cação de anomalias e
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o acompanhamento da progressão de doenças como o glaucoma.

No entanto, apesar de sua e�cácia e importância clínica, o custo associado

ao exame de OCT muitas vezes representa um obstáculo signi�cativo para a sua

utilização generalizada. Os equipamentos de OCT são complexos e so�sticados,

envolvendo tecnologia de ponta e demandando investimentos substanciais tanto

para a aquisição quanto para a manutenção. Além disso, o processo de realização

do exame requer treinamento especializado por parte dos pro�ssionais de saúde, o

que também pode aumentar os custos operacionais (BURCHARD, 2021).

Diante desse cenário, torna-se necessário buscar alternativas que possam

viabilizar o diagnóstico precoce e acessível do glaucoma, superando as barreiras

impostas pelo custo elevado do exame de OCT (BURCHARD, 2021). Estratégias

inovadoras que combinem e�ciência diagnóstica com sustentabilidade econômica

e acessibilidade são essenciais para enfrentar esse desa�o e garantir que todos os

pacientes tenham acesso igualitário ao cuidado oftalmológico necessário (PATTER-

SON, 2021).

2.1.1 Diagnóstico

O diagnóstico do glaucoma envolve a avaliação de diversos parâmetros clí-

nicos e exames especializados, visando identi�car sinais precoces da doença e mo-

nitorar sua progressão ao longo do tempo(THAM, 2014).

2.1.1.1 CDR

A relação Copa-Disco (CDR), também conhecida como Cup Disc Ratio,

é um dos parâmetros fundamentais na avaliação diagnóstica do glaucoma. Essa

medida refere-se à relação entre a área da escavação da copa do disco óptico e

a área total do disco óptico. O disco óptico, também conhecido como cabeça do

nervo óptico, é a área onde as �bras nervosas da retina convergem para formar o

nervo óptico, enquanto a "copa"é a cavidade central nessa área (RANJITH, 2015).

Ainda segundo (RANJITH, 2015), essa relação é importante porque a neu-

ropatia glaucomatosa, caracterizada pela perda progressiva de �bras nervosas, re-

sulta em um aumento na escavação da "copa"do disco óptico em relação à sua área
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total. Em geral, um CDR maior indica uma maior proporção de dano no nervo

óptico devido ao glaucoma. Na �gura 1, é representado a escavação de dois olhos,

Figura 1 � CDR - olho saudável e glaucomatoso - Adaptada de (BARROS, 2020)

sendo um saudável e um glaucomatoso. A avaliação da CDR é realizada por meio

de exames de imagem, como a oftalmoscopia e a tomogra�a de coerência óptica

(OCT), onde medidas precisas podem ser obtidas para auxiliar no diagnóstico e no

monitoramento da progressão da doença (ROCHA, 2024). Alterações na relação

Copa Disco podem indicar a presença de glaucoma ou a progressão da doença ao

longo do tempo, orientando assim o manejo clínico e o tratamento adequado para

preservar a visão do paciente. (RANJITH, 2015)

2.1.1.2 ISNT

A regra ou padrão ISNT é outra característica frequentemente observada

por oftalmologistas ao analisar imagens de fundoscopia para o diagnóstico do glau-

coma. Em olhos normais a espessura da borda do disco de Inferior (I) é maior que

a espessura da borda Superior (S) que é maior que a espessura da borda Nasal (N)
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Figura 2 � Regra ISNT (POON, 2017)

que é maior que a espessura da borda Temporal(T)(KUMAR, 2016). A Figura 2

apresenta um nervo óptico com as marcações da regra ISNT, onde se pode com-

parar as espessuras das bordas.Alterações nesse padrão podem ser indicativas de

glaucoma (CHAN, 2013).

2.1.1.3 BVR

A relação entre a quantidade de vasos sanguíneos e o disco óptico (BVR -

Blood Vessels Ratio), �gura 3, em (AKIL, 2017), chamado de Vessels Density, é um

parâmetro adicional avaliado no diagnóstico do glaucoma. Refere-se à proporção

entre a densidade dos vasos sanguíneos na retina característica do disco óptico.

Anormalidades na BVR podem indicar uma possível progressão da doença (AKIL,

2017).

Esses parâmetros, juntamente com outros aspectos clínicos e exames com-

plementares, desempenham um papel crucial na identi�cação precoce do glaucoma

e na tomada de decisões terapêuticas. A análise cuidadosa de imagens de fundos-

copia por oftalmologistas é fundamental para o diagnóstico preciso e o manejo

adequado dessa condição oftalmológica (AKIL, 2017).
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Figura 3 � BVR (OLIVEIRA, 2023)

2.2 Inteligência Arti�cial

A capacidade de uma máquina ou sistema computacional de realizar ta-

refas que normalmente requerem inteligência humana é chamada de inteligência

arti�cial (IA). Isso inclui compreensão de linguagem natural, aprendizado, plane-

jamento, resolução de problemas e reconhecimento de fala. A inteligência arti�cial

é projetada para realizar certas funções, como reconhecer imagens ou traduzir idi-

omas. Em contraste com as habilidades cognitivas humanas, a IA pode entender,

aprender e aplicar conhecimento de maneira ampla (RUSSELL; NORVIG, 2020).

O desenvolvimento de algoritmos de aprendizado de máquina, o aumento

da capacidade de processamento computacional e a disponibilidade de grandes

volumes de dados têm contribuído para o avanço da IA. A IA tem muitas apli-

cações práticas em uma variedade de setores, como saúde, �nanças, transporte e

entretenimento. A medicina, por exemplo, usa a IA para ajudar no diagnóstico

de doenças e na criação de tratamentos personalizados. Algoritmos de IA ajudam

na otimização de investimentos e na detecção de fraude no setor �nanceiro. A IA

promete mudar a sociedade à medida que a tecnologia avança. (GOODFELLOW,

2016).

2.2.1 Aplicações da Inteligência Arti�cial

A inteligência arti�cial (IA) tem revolucionado diversas áreas da ciência

e da tecnologia, e a oftalmologia não é exceção. No contexto do diagnóstico do
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glaucoma, as aplicações da IA oferecem uma nova perspectiva para a detecção

precoce e o monitoramento da progressão da doença (ASHTARI-MAJLAN, 2023).

A capacidade da IA de analisar grandes volumes de dados e identi�car

padrões sutis em imagens médicas tem sido fundamental para o desenvolvimento

de sistemas de apoio ao diagnóstico oftalmológico (LIU, 2021).

Por meio da IA, é possível automatizar processos de análise de imagens

oculares, tornando o diagnóstico mais e�ciente e preciso. Algoritmos de IA trei-

nados em vastos conjuntos de dados podem identi�car características especí�cas

associadas ao glaucoma em imagens de fundo de olho, como a espessura da camada

de �bras nervosas ou a presença de escavação do disco óptico. Essa capacidade de

detecção precoce de sinais de glaucoma pode ajudar os pro�ssionais de saúde a

iniciar o tratamento adequado em estágios iniciais da doença, reduzindo assim o

risco de perda visual irreversível (ZHANG, 2023)

2.2.2 Redes Neurais Profundas

As redes neurais profundas, também conhecidas como deep neural networks

(DNNs), são uma classe de algoritmos de aprendizado de máquina que são pro-

jetados para modelar e aprender representações complexas de dados. Elas são

compostas por múltiplas camadas de unidades computacionais interconectadas,

chamadas de neurônios arti�ciais, que realizam operações matemáticas nas entra-

das recebidas e produzem saídas (BALESTRIERO; BARANIUK, 2017).

Figura 4 � DNN - Deep Neural Network - Adaptada de (BRASIL, 2023)
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A principal característica das redes neurais profundas é a presença de várias

camadas intermediárias, conhecidas como camadas ocultas ou escondidas, entre a

camada de entrada e a camada de saída, como na �gura 4. Cada camada oculta é

composta por vários neurônios que transformam as entradas recebidas por meio de

funções de ativação não lineares. Essas camadas intermediárias permitem que as

redes neurais profundas aprendam representações hierárquicas e progressivamente

mais abstratas dos dados, o que lhes confere maior capacidade de capturar pa-

drões complexos e extrair características relevantes para a tarefa de aprendizado

(ALZUBAIDI, 2021).

As redes neurais profundas têm sido amplamente utilizadas em diversas

áreas, como visão computacional, processamento de linguagem natural, reconhe-

cimento de fala, entre outros. Elas têm demonstrado um desempenho impressi-

onante em tarefas como classi�cação de imagens, detecção de objetos, tradução

automática e geração de texto, impulsionando avanços signi�cativos nessas áreas.

(GOODFELLOW, 2016)

2.2.2.1 Redes Neurais Convolucionais (CNNs)

Dentre as técnicas de IA utilizadas na oftalmologia, as redes neurais convo-

lucionais (CNNs) têm se destacado como uma abordagem poderosa para o proces-

samento de imagens médicas (ALZUBAIDI, 2021). Inspiradas na organização do

córtex visual do cérebro humano, as CNNs são especialmente e�cazes na análise de

imagens complexas, como aquelas obtidas por meio de exames de imagem ocular,

incluindo OCT e imagens do fundo de olho (SINGH; PAL, 2017).

As CNNs, como no exemplo da �gura 5, são capazes de aprender automati-

camente a partir de exemplos de treinamento, ajustando seus parâmetros internos

para reconhecer características relevantes nas imagens oculares associadas ao glau-

coma (CHEN, 2021). Com o treinamento adequado, esses modelos de CNN podem

alcançar níveis impressionantes de precisão na detecção de padrões indicativos de

doença, permitindo uma triagem e�ciente e con�ável de pacientes em risco de

glaucoma (ASHTARI-MAJLAN, 2023).

Além disso, as CNNs oferecem a vantagem da escalabilidade, o que signi-
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Figura 5 � CNN - Convolutional Neural Network (GARCíA-ORDáS, 2020)

�ca que esses modelos podem ser aplicados em larga escala para analisar grandes

volumes de imagens de pacientes, contribuindo para a padronização e agilidade no

processo de diagnóstico do glaucoma (CHEN, 2021). Essa capacidade de automa-

ção e análise de alto desempenho torna as CNNs uma ferramenta valiosa para os

pro�ssionais de saúde no enfrentamento do desa�o do glaucoma e outras doenças

oculares (ZHANG, 2023).

2.2.3 Segmentação de Imagens por Redes Neurais profundas

Nesta subseção, serão abordadas duas tecnologias baseadas em redes neu-

rais profundas aplicadas à segmentação de imagens, incluindo imagens médicas.

Serão apresentadas tanto uma abordagem consolidada, a U-Net, amplamente uti-

lizada na área, quanto uma técnica emergente, a Segment Anything, que se propõe

a segmentar qualquer tipo de imagem.
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2.2.3.1 SAM

O SAM (Segment Anything Model) desenvolvido pelo grupo Meta é um

modelo avançado de segmentação de imagens que permite aos usuários identi�car

e segmentar qualquer objeto dentro de uma imagem. O SAM é notável por sua

capacidade de "aprender"a segmentar objetos sem a necessidade de treinamento

prévio especí�co para cada tipo de objeto, um recurso conhecido como transferência

zero-shot. Isso signi�ca que o modelo pode realizar tarefas de segmentação em

novas distribuições de imagens ou em novos tipos de tarefas sem treinamento

adicional (KIRILLOV, 2023).

A tecnologia é baseada em uma arquitetura que inclui um codi�cador de

imagens e um decodi�cador leve que, juntos, permitem a computação rápida de

máscaras de segmentação com base em prompts, como pontos ou caixas que de-

�nem o objeto a ser segmentado. Essa abordagem faz com que o SAM seja ex-

tremamente �exível e capaz de se adaptar a uma ampla gama de aplicações de

segmentação em tempo real (KIRILLOV, 2023).

O modelo mais completo fornecido pelo desenvolvedor, o ViT-H, foi trei-

nado com o dataset SA-1B, que contém mais de 1 bilhão de máscaras de segmenta-

ção em cerca de 11 milhões de imagens. Esse dataset é notável por sua diversidade

e foi construído para permitir que o SAM generalize seu aprendizado para uma

ampla variedade de objetos e cenas (KIRILLOV, 2023).

Essas características fazem do SAM uma ferramenta poderosa tanto para

pesquisadores quanto para desenvolvedores que trabalham com visão computacio-

nal, oferecendo uma capacidade de segmentação �exível e de alto desempenho sem

a necessidade de ajustes especí�cos ou extensos treinamentos para novos tipos de

dados (KIRILLOV, 2023).

2.2.3.2 UNET

A U-Net é notável por sua e�cácia em aprender a segmentar imagens com

precisão a partir de uma quantidade relativamente pequena de dados rotulados.

Isso é atribuído ao seu design simétrico expansivo que utiliza operações de convolu-

ção e deconvolução para processar e reconstruir imagens, permitindo-lhe destacar
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características importantes em diferentes escalas. Esta capacidade faz da U-Net

uma escolha popular em campos onde os dados de treinamento são escassos, como

na medicina (RONNEBERGER, 2015).

2.3 Técnicas Tradicionais de Processamento de Imagem

Enquanto as abordagens modernas de inteligência arti�cial, como as redes

neurais convolucionais (CNNs), ganham destaque na análise de imagens médicas,

as técnicas tradicionais de processamento de imagem continuam desempenhando

um papel relevante no diagnóstico oftalmológico, especialmente no contexto do

glaucoma. No entanto, uma das principais di�culdades encontradas ao aplicar es-

sas técnicas está na variação signi�cativa entre os conjuntos de dados disponíveis

(HCL Fasteners Ltd, 2020). No contexto do glaucoma, as imagens de retinogra-

�a, por exemplo, podem apresentar diferenças consideráveis em termos de tonali-

dade, resolução, tamanho e outras características, o que torna desa�ador aplicar

as mesmas técnicas de processamento de imagem de maneira uniforme e e�caz em

diferentes conjuntos de dados (BARROS, 2020).

2.3.1 Filtros e Transformações

Os �ltros são ferramentas fundamentais no processamento de imagens, utili-

zados para realçar características relevantes, reduzir ruídos e melhorar a qualidade

visual das imagens (GONZALEZ; WOODS, 2018). No contexto do suporte ao di-

agnóstico médico, os �ltros podem ser empregados para destacar áreas de interesse,

de acordo com a área médica estudada (DOUGHERTY, 2011).

No entanto, a aplicação de �ltros em conjuntos de dados variados pode

ser desa�adora devido à necessidade de ajustes especí�cos para cada tipo de ima-

gem. A variação nas características das imagens, como brilho, contraste e nitidez,

pode in�uenciar a e�cácia dos �ltros e exigir adaptações personalizadas para cada

conjunto de dados (HCL Fasteners Ltd, 2020).

Dentre diversos �ltros e transformações, alguns se destacam no âmbito do

processamento de imagens para diagnósticos médicos como, por exemplo, os �ltros
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de OTSU, Blur, Sobel, entre outros �ltros e métodos de detecção de bordas.

2.3.1.1 OTSU

O método de Otsu, também conhecido como �ltro de Otsu ou limiariza-

ção de Otsu, é um algoritmo fundamental dethresholding, ou seja limiarização

automática utilizado para segmentar imagens com base na intensidade dos pixels.

Proposto por Nobuyuki Otsu em 1979, este método desempenha um papel essencial

no domínio do processamento de imagens e visão computacional (LearnOpenCV,

2023).

A abordagem subjacente do método de Otsu é identi�car o limiar de in-

tensidade que minimiza a variabilidade intra-classe (intra-variação) e maximiza

a variabilidade inter-classe (inter-variação) entre dois grupos de pixels resultan-

tes: o conjunto de pixels abaixo do limiar e o conjunto de pixels acima do limiar.

Essa otimização é realizada através do cálculo das variâncias ponderadas entre

esses grupos, selecionando, assim, o limiar que maximiza a soma ponderada dessas

variâncias (LearnOpenCV, 2023).

Em termos mais técnicos, o algoritmo de Otsu busca determinar um limiar

ótimo que segregue e�cientemente os pixels da imagem em duas classes distintas,

sendo uma delas comumente associada ao objeto de interesse e a outra ao fundo.

Uma vez estabelecido o limiar, todos os pixels na imagem são atribuídos à classe

correspondente (objeto ou fundo) com base em sua intensidade relativa ao limiar

determinado (Baeldung on Computer Science, 2023).

Este método é amplamente empregado em várias aplicações de processa-

mento de imagens, tais como segmentação de imagens, detecção de bordas e re-

conhecimento de objetos, devido à sua capacidade de realizar uma segmentação

automática e precisa, principalmente em cenários onde a diferença de intensidade

entre os objetos e o fundo na imagem é marcante (Baeldung on Computer Science,

2023).
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2.3.1.2 Blur

A técnica de borramento, conhecida como blur, é uma das ferramentas

essenciais no processamento de imagens médicas . O borramento consiste em su-

avizar os detalhes da imagem, reduzindo o ruído e destacando características de

baixa frequência. Essa técnica é frequentemente empregada para eliminar artefatos

indesejados e realçar estruturas relevantes das imagens de acordo com a aplicação

desejada (AIDOO, 2023).

2.3.1.3 Filtro Gaussiano

O �ltro Gaussiano é comumente utilizado para suavizar imagens, reduzindo

o ruído e as imperfeições. Ele é e�caz na remoção de ruídos de alta frequência en-

quanto preserva as características de baixa frequência da imagem (GONZALEZ;

WOODS, 2018). Na medicina, o �ltro Gaussiano pode ser aplicado para suavi-

zar imagens médicas, como radiogra�as e ressonâncias magnéticas, tornando-as

mais nítidas e facilitando a identi�cação de estruturas anatômicas (DOUGHERTY,

2011).

2.3.1.4 Filtro de Sobel

O �ltro de Sobel é amplamente utilizado para detecção de bordas em ima-

gens. Ele calcula a intensidade do gradiente da imagem em cada ponto, realçando

as transições de intensidade que indicam bordas (GONZALEZ; WOODS, 2018).

Na medicina, o �ltro de Sobel pode ser aplicado para identi�car bordas de es-

truturas anatômicas em imagens médicas, como tomogra�as computadorizadas

e ultrassonogra�as, auxiliando na segmentação e análise de regiões de interesse

(DOUGHERTY, 2011).

2.3.1.5 Filtro de Laplaciano

O �ltro de Laplaciano é utilizado para realçar características de alta frequên-

cia em uma imagem, como bordas e linhas �nas. Ele calcula a segunda derivada

da imagem, destacando áreas de mudanças bruscas de intensidade (GONZALEZ;

WOODS, 2018). Na área da saúde, o �ltro de Laplaciano pode ser aplicado para
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identi�car detalhes �nos e estruturas anatômicas sutis em imagens de alta resolu-

ção, como imagens de ressonância magnética e microscopia, facilitando a análise e

o diagnóstico médico (DOUGHERTY, 2011).

2.3.1.6 Filtro de Wiener

O �ltro de Wiener é um �ltro adaptativo utilizado para restaurar imagens

borradas ou com ruído. Ele leva em consideração a relação sinal-ruído da imagem

para estimar a função de restauração ótima, melhorando a qualidade da imagem

(GONZALEZ; WOODS, 2018). Na medicina, o �ltro de Wiener pode ser aplicado

para melhorar a resolução e a qualidade de imagens médicas, como radiogra�as e

imagens de ultrassom, permitindo uma análise mais precisa e con�ável por parte

dos pro�ssionais de saúde (DOUGHERTY, 2011).

2.3.1.7 Canny Edges Detection

A detecção de bordas de Canny é uma técnica popular e e�caz usada no

processamento de imagens para detectar bordas em uma imagem. Desenvolvido

por John F. Canny em 1986, este algoritmo é amplamente reconhecido por sua

precisão e capacidade de suprimir o ruído enquanto detecta bordas signi�cativas.

A detecção de bordas de Canny é amplamente utilizada em diversas apli-

cações de processamento de imagens, como detecção de objetos, reconhecimento

de padrões, segmentação de imagens e visão computacional em geral, devido à sua

capacidade de produzir resultados precisos e robustos mesmo em presença de ruído

(GONZALEZ; WOODS, 2018).

2.3.1.8 Transformada de Hough

A ideia central por trás da Transformada de Hough é representar as formas

geométricas como parâmetros em um espaço paramétrico. Por exemplo, uma linha

reta pode ser representada por sua equação na forma polar ou sua equação na

forma normal, onde cada parâmetro (por exemplo, ângulo e distância da origem

para a linha) corresponde a um ponto em um espaço paramétrico. Então, para

detectar uma linha em uma imagem, a Transformada de Hough mapeia os pontos



Capítulo 2. Referencial Teórico 35

da imagem para este espaço paramétrico e procura por agrupamentos de pontos

que representam a mesma linha. A Transformada de Hough pode ser estendida

para detectar outras formas geométricas, como círculos e elipses, modi�cando-se a

representação paramétrica e o algoritmo de votação correspondente (GONZALEZ;

WOODS, 2018).

Apesar de ser uma técnica poderosa para detecção de formas geométricas,

a Transformada de Hough pode ser computacionalmente intensiva, especialmente

em imagens de alta resolução ou com grande quantidade de linhas. No entanto,

várias otimizações e variantes foram desenvolvidas ao longo dos anos para tornar a

transformada mais e�ciente e adequada para diferentes aplicações (HASSANEIN,

2015).

2.4 Normalização de Imagens

A normalização de imagens é uma técnica fundamental no processamento

de imagens médicas, especialmente no contexto do diagnóstico oftalmológico do

glaucoma (BARROS, 2020). Duas abordagens amplamente utilizadas para norma-

lização de imagens são o método Retinex e o método CLAHE (Contrast Limited

Adaptive Histogram Equalization). Ambos os métodos visam corrigir disparidades

de intensidade de pixel, reduzir variações de contraste e garantir consistência nos

dados analisados (HE, 2023; MISHRA, 2021).

2.4.1 Retinex

O método Retinex é baseado na ideia de que a percepção visual humana

é in�uenciada não apenas pela intensidade da luz, mas também pela distribuição

espacial das intensidades luminosas na imagem (NARAYANA, 2022). Esse método

visa separar a componente de iluminação da componente de re�exão da imagem,

permitindo uma melhor correção de variações de iluminação e realce de detalhes

(HE, 2023).

Em análise de imagens médicas, como as retinogra�as, o método Retinex

pode ser aplicado para equalizar a iluminação das imagens retinianas, garantindo
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que todas as áreas da imagem sejam visualizadas de forma adequada e sem dis-

torções. Isso é particularmente importante em imagens de fundo de olho, onde

variações na iluminação podem obscurecer detalhes importantes, como o disco

óptico e a camada de �bras nervosas (BARROS, 2020; ZEDAN, 2023).

2.4.2 CLAHE

O método CLAHE, por sua vez, é uma extensão do método de equalização

de histograma tradicional, projetado para lidar com variações locais de contraste na

imagem. Ao contrário da equalização de histograma convencional, que pode levar

ao aumento do ruído e à perda de detalhes em áreas de alta frequência, o CLAHE

limita o aumento do contraste em regiões especí�cas da imagem, mantendo assim

a naturalidade e a qualidade visual da imagem (MISHRA, 2021).

No contexto do glaucoma, o método CLAHE pode ser aplicado para re-

alçar características relevantes nas imagens retinianas, como bordas e estruturas

anatômicas, enquanto controla o aumento do ruído e preserva a suavidade das

transições tonais. Isso permite uma melhor visualização e análise das estruturas

oculares associadas ao glaucoma, contribuindo para um diagnóstico mais preciso

e con�ável (ZEDAN, 2023).

2.5 Sustentabilidade

O aumento na demanda por recursos computacionais, especialmente para

processamento de dados e treinamento de modelos de inteligência arti�cial (IA),

tem levado a um aumento signi�cativo no consumo de energia e emissões de car-

bono (TRIPP; ANDERSON, 2022).

Um dos principais desa�os enfrentados está relacionado ao consumo ener-

gético das infraestruturas de computação. A expansão da computação em nuvem e

o uso intensivo de data centers contribuem para o aumento do consumo de energia

e para a emissão de gases do efeito estufa. Além disso, a produção e descarte de

equipamentos eletrônicos também têm impactos signi�cativos no meio ambiente

(SCHARP, 2022).
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Neste cenário, a sustentabilidade emerge como uma preocupação funda-

mental diante do crescente uso de tecnologias digitais e da computação em nuvem.

Tanto as abordagens tradicionais quanto as modernas enfrentam desa�os rela-

cionados ao consumo energético e à pegada ambiental associada à computação

(ZEDAN, 2023).

Expostos tais fatos, a busca por alternativas que reduzam o consumo ener-

gético e promovam uma abordagem mais sustentável na computação torna-se ex-

tremamente importante. Estratégias que visem a e�ciência energética, o uso de

energias renováveis e o desenvolvimento de algoritmos mais e�cientes podem aju-

dar a mitigar o impacto ambiental da computação. Além disso, a reutilização e

reciclagem de equipamentos eletrônicos, bem como a adoção de práticas susten-

táveis no design de sistemas de computação, são essenciais para promover uma

computação mais sustentável e responsável (NAME; AUTHORS, 2022).

2.5.1 TI Verde

O movimento TI Verde é uma iniciativa que visa promover a sustentabili-

dade ambiental na área de tecnologia da informação (TI). Surgindo como resposta

aos crescentes desa�os relacionados ao consumo de energia e à pegada ambiental

da indústria de TI, esse movimento busca integrar práticas e políticas sustentá-

veis em todas as etapas do ciclo de vida dos produtos e serviços de TI (TRIPP;

ANDERSON, 2022).

Uma das principais áreas de foco do movimento TI Verde é a redução do

consumo de energia e o uso e�ciente dos recursos. Isso inclui a implementação

de práticas de virtualização de servidores, consolidação de data centers, uso de

hardware mais e�ciente energeticamente e adoção de políticas de gerenciamento

de energia. Além disso, o movimento TI Verde promove a utilização de energias

renováveis, como solar e eólica, para alimentar as infraestruturas de TI (NAME;

AUTHORS, 2022).

Outro aspecto importante do movimento TI Verde é a promoção da recicla-

gem e reutilização de equipamentos eletrônicos. Isso envolve não apenas o descarte

responsável de equipamentos obsoletos, mas também a adoção de práticas de de-
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sign sustentável e a produção de produtos com materiais recicláveis e de baixo

impacto ambiental (TRIPP; ANDERSON, 2022; NAME; AUTHORS, 2022).

Além disso, o movimento TI Verde incentiva a conscientização e o engaja-

mento dos pro�ssionais de TI e das organizações do setor em relação às questões

ambientais. Isso pode incluir a educação sobre práticas sustentáveis, a implemen-

tação de políticas internas de sustentabilidade e o apoio a iniciativas ecológicas e

projetos comunitários (SCHARP, 2022).

Em resumo, o movimento TI Verde desempenha um papel fundamental na

transformação da indústria de TI em direção a uma abordagem mais sustentável e

responsável, contribuindo para a redução do impacto ambiental e para a construção

de um futuro mais verde e sustentável.

2.5.2 A IA e a emissão de carbono

A inteligência arti�cial (IA) tem demonstrado um potencial signi�cativo

em diversas áreas, incluindo no aprimoramento do diagnóstico das mais variadas

doenças, como o glaucoma e, neste caso, oferecendo uma abordagem e�ciente e

precisa para a análise de imagens oftalmológicas (BARROS, 2020). No entanto, o

treinamento de modelos de IA requer o uso intensivo de recursos computacionais, o

que pode resultar em uma emissão signi�cativa de carbono, especialmente quando

são utilizadas GPUs de alto desempenho (FOY, 2023).

É fundamental adotar práticas e tecnologias que promovam a sustentabili-

dade e a e�ciência energética para diminuir os efeitos ambientais que possam ser

causados pela IA. A implementação de estratégias de treinamento mais e�cien-

tes, o uso de infraestruturas de computação verde e a criação de algoritmos mais

e�cientes são exemplos disso. O desenvolvimento e a implementação de sistemas

de IA para o diagnóstico do glaucoma podem reduzir as emissões de carbono e

promover práticas médicas mais sustentáveis e responsáveis. (FOY, 2023; TRIPP;

ANDERSON, 2022).
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3 Trabalhos Relacionados

Neste capítulo, serão mostrados trabalhos relacionados à problemática do

diagnóstico do glaucoma por meio de análise de imagens de retinogra�a que �zeram

uso de técnicas tradicionais de processamento de imagem e redes neurais profundas.

No experimento conduzido por Jiang, Xia, Xu, Cheng, Fu, Duan, Meng e

Liu (2020), foi realizada uma comparação entre diferentes métodos de segmentação

de disco e copa do disco óptico usando o dataset ORIGA. O autor comparou a téc-

nica de Superpixel (CHENG, 2013), baseada em processamento digital de imagens,

com várias abordagens de aprendizado profundo, incluindo UNet, M-Net+PT,

Faster R-CNN, e o método proposto, que combina o DeepVessel, um modelo de

aprendizado profundo treinado para detectar vasos sanguíneos em imagens de re-

tinogra�a, com o Faster R-CNN. A avaliação dos métodos foi feita utilizando o

Intersection-over-Union (IOU), que mede a sobreposição de áreas. O desempenho

foi quanti�cado em termos de Erro (E), de�nido como 1 - Interseção da Área (P e

G) / União da Área (P e G), onde P representa a segmentação obtida pelo método

e G corresponde à segmentação das marcações o�ciais.

No artigo "Alternative Approach of Segmenting Optic Disc for Glaucoma

Detection"(BS; JEROME, 2022), os autores propõem uma metodologia alterna-

tiva para segmentação do disco de uma imagem de retinogra�a para detecção de

glaucoma, utilizando de técnicas de detecção de borda, �ltros e transformações.

Destacam a importância da detecção e segmentação do disco óptico no diagnós-

tico do glaucoma, utilizando métodos de detecção de borda e técnicas de pré-

processamento morfológico. Além disso, descrevem a extração de vasos sanguíneos

como uma etapa crucial para identi�car alterações na estrutura retiniana. O es-

tudo detalha várias técnicas de segmentação para separar os objetos relevantes

nas imagens retinianas e avalia o desempenho da luminosidade e normalização de

contraste na detecção da doença.

Em Glaucoma Detection from Retinal Fundus Images (KRISHNAN, 2020),

a detecção de glaucoma a partir de imagens de fundo de retina é abordada pelos
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autores. O estudo propõe um método de detecção baseado na segmentação do

disco óptico e da copa do disco, fundamentais para o cálculo da Razão de Diâme-

tro de Copa-Disco (CDR), um indicador crucial no diagnóstico de glaucoma. Para

segmentar o disco óptico, é empregado um algoritmo baseado em limiar, enquanto

uma abordagem modi�cada de crescimento de região é aplicada para a segmenta-

ção da copa. Após a segmentação, são realizadas operações de preenchimento de

vasos sanguíneos e operações morfológicas para re�nar as segmentações. Os valores

de CDR calculados a partir das imagens segmentadas são então utilizados como

entrada para um modelo de Máquina de Vetores de Suporte (SVM) para classi�-

cação. Vale ressaltar que a segmentação da copa do disco representa um desa�o

signi�cativo, e o estudo apresenta uma abordagem inovadora para enfrentar essa

di�culdade. Os resultados demonstram que o método proposto alcança uma de-

tecção precisa de glaucoma, com requisitos computacionais reduzidos. Além disso,

o estudo destaca as di�culdades encontradas na segmentação do disco óptico e da

copa do disco, bem como o uso de �ltros de OTSU no processo de segmentação.

Em Survey on Segmentation and Classi�cation Methods for diagnosis of

Glaucoma (ESWARI; KARKUZHALI, 2020), os autores conduziram uma revisão

abrangente da literatura sobre a detecção de glaucoma a partir de imagens de

fundo de retina. O estudo abordou uma variedade de técnicas propostas por di-

ferentes pesquisadores para abordar esse desa�o diagnóstico. Entre as abordagens

examinadas, destacam-se o uso de técnicas de segmentação, como Thresholding,

para separar regiões de interesse, como o disco óptico, das imagens de fundo de

retina. Além disso, foram investigadas técnicas de detecção de borda, como Canny

Edge Detection, que visam identi�car as bordas dos objetos na imagem, incluindo

os contornos do disco óptico e da copa do disco. Outra técnica amplamente explo-

rada pelos estudos revisados foi a Transformada de Hough, que pode ser empregada

para detectar formas especí�cas, como círculos, ajudando na identi�cação do disco

óptico. No entanto, apesar dos avanços nessas técnicas, os autores observaram de-

sa�os persistentes na obtenção de resultados precisos, ressaltando a necessidade

de futuras pesquisas para aprimorar as abordagens de segmentação e classi�cação

para a detecção e�caz de glaucoma a partir de imagens de fundo de retina.

No artigo "An E�ective Deep Learning Network for Detecting and Clas-
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sifying Glaucomatous Eye"(AHMED, 2023), os autores abordam a detecção e clas-

si�cação de olhos afetados pelo glaucoma. Os pesquisadores aplicaram as arqui-

teturas de rede neural convolucional (CNN) VGG16, VGG19 e ResNet50 para

classi�car olhos positivos e negativos para glaucoma. O experimento foi realizado

em um conjunto de dados público coletado do Kaggle, e cada modelo obteve me-

lhores resultados após o aumento do conjunto de dados. A precisão dos modelos

variou entre 93% e 97,56%, com o VGG19 alcançando a maior precisão, atingindo

97,56%.

Em "Análise de Desempenho de Modelos de Rede Neural Convolucional

Pré-treinados para Classi�cação de Doenças Oftalmológicas"(B; E, 2019), os au-

tores investigam o uso de arquiteturas de rede neural convolucional (CNN) pré-

treinadas para classi�car diferentes doenças oftalmológicas a partir de imagens

de fundo de olho. O objetivo do estudo é avaliar o desempenho desses modelos

em identi�car oito rótulos de doenças distintas, incluindo retinopatia diabética,

glaucoma, catarata, degeneração macular relacionada à idade, hipertensão, mio-

pia, entre outras. Os resultados mostraram que o modelo ResNet50 alcançou a

maior acurácia geral de 97,1%, com destaque para sua capacidade de classi�car a

categoria da catarata com uma área sob a curva (AUC) de 0,964 e uma pontuação

�nal de 0,903. Em contraste, o modelo VGG16 alcançou uma precisão ligeiramente

inferior, mas ainda signi�cativa, com uma precisão de 96,2% e AUC de 0,949.

Em "Análise de Desempenho de Modelos de Rede Neural Convolucional

Pré-treinados para Classi�cação de Doenças Oftalmológicas"(B; E, 2019), os au-

tores investigam o uso de arquiteturas de rede neural convolucional (CNN) pré-

treinadas para classi�car diferentes doenças oftalmológicas a partir de imagens

de fundo de olho. O objetivo do estudo é avaliar o desempenho desses modelos

em identi�car oito rótulos de doenças distintas, incluindo retinopatia diabética,

glaucoma, catarata, degeneração macular relacionada à idade, hipertensão, mio-

pia, entre outras. Utilizando o conjunto de dados de reconhecimento inteligente

de doenças oculares, que consiste em 10.000 imagens de fundo de olho de 5.000

pacientes, os autores construíram e compararam três arquiteturas de CNN pré-

treinadas: VGG16, Inceptionv3 e ResNet50. Esses modelos foram implementados

no Google Colab para facilitar a execução do experimento. O conjunto de dados
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foi dividido em conjuntos de treinamento, validação e teste, com imagens de trei-

namento expandidas para cada categoria. Os resultados mostraram que o modelo

ResNet50 alcançou a maior acurácia geral de 97,1%, com destaque para sua capa-

cidade de classi�car a categoria da catarata com uma área sob a curva (AUC) de

0,964 e uma pontuação �nal de 0,903. Em contraste, o modelo VGG16 alcançou

uma precisão ligeiramente inferior, mas ainda signi�cativa, com uma precisão de

96,2% e AUC de 0,949.

3.1 Considerações �nais do capítulo

Com base na revisão da literatura, é evidente que as redes neurais apre-

sentam notável e�cácia na tarefa de classi�cação do glaucoma, destacando-se pela

capacidade de aprendizado e generalização. Contudo, é crucial observar que essa

abordagem demanda considerável poder computacional e um vasto conjunto de da-

dos para treinamento, o que pode acarretar desa�os práticos em termos de custo

e disponibilidade de dados.

Por outro lado, a utilização de dados tabulados resultantes de processos de

segmentação e extração de características, empregando técnicas de processamento

de imagens tradicionais, emerge como uma alternativa viável e menos exigente em

termos de requisitos computacionais e de volume de dados. Entretanto, é impor-

tante reconhecer que tais técnicas podem não se adaptar facilmente a diferentes

tipos de imagens encontradas nos diversos conjuntos de dados disponíveis atual-

mente.

Para uma avaliação mais abrangente dos trabalhos relacionados, além de

comparação dos métodos de segmentação de disco e copa propostos por alguns

destes com a abordagem proposta neste estudo, será mostrado um comparativo

quanto à sustentabilidade, no que tange à energia utilizada no processo e pegada

de carbono pelos algoritmos comparados.
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4 Materiais e Métodos

Neste capítulo, serão mostrados os métodos e materiais utilizados no desen-

volvimento da abordagem proposta deste estudo, como também um detalhamento

das técnicas utilizadas tanto no desenvolvimento quanto na comparação de re-

sultados, como métricas, técnica de aumento de dados, validação cruzada entre

outras.

4.1 Conjunto de dados

Um dos grandes problemas enfrentados por propositores de sistemas de

diagnósitco assistidos por computador (CAD) na problemática do glaucoma, é

a falta de conjuntos robustos. Os conjuntos de dados disponíveis, muitas vezes

limitados em tamanho e qualidade, são inadequados devido a condições de captura

de imagem inconsistentes e critérios de inclusão rigorosos. Essas limitações na

disponibilidade e na qualidade dos conjuntos de dados di�cultam a evolução de

sistemas CAD capazes de operar com precisão e e�cácia no ambiente clínico real

(BAJWA, 2020).

Para o desenvolvimento deste trabalho, os seguintes conjuntos de dados

foram utilizados:

4.1.1 ACRIMA

É composto de um total de 705 imagens de fundo de retina, sendo 396 ima-

gens de olhos glaucomatosos e 309 imagens saudáveis, já com o disco óptico isolado

e centralizado. Porém, este conjunto de dados não fornece nenhuma anotação com

marcações o�ciais a respeito da segmentação.(DIAZ-PINTO, 2019).

Resolução: 1036x1036 pixels

Formato: jpeg(JPEG)

Exemplo: Figura 6
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Figura 6 � Imagem acrima_674.jpg (DIAZ-PINTO, 2019)

4.1.2 ORIGA

O conjunto de dados ORIGA é amplamente utilizado e considerado um dos

maiores conjuntos para a detecção do glaucoma. Disponível publicamente desde

2010, ele contém 650 imagens de fundo de retina, obtidas pelo Singapore Eye

Research Institute entre 2004 e 2007. Desse total, 168 imagens são classi�cadas

como glaucomatosas, enquanto as outras 482 são rotuladas como normais. Além

dos rótulos de diagnóstico, o conjunto também fornece marcações o�ciais de disco

e copa do disco rotuladas por pro�ssionais.

Resolução: 3072x2048 pixels

Formato: png (Portable Network Graphic)

Exemplo: Figura 7

Figura 7 � Imagem origa_642.jpg (ZHANG, 2010)
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4.1.3 REFUGE

Possuindo uma grande quantidade de imagens, 1200, sendo 1080 imagens

de olhos saudáveis e 120 de olhos glautomatosos, divididas entre treinamento, teste

e validaçao, é um dos maiores datasets disponíveis na comunidade.(ORLANDO,

2019)

Resolução: 2124x2056 pixels

Formato: png (Portable Network Graphic)

Exemplo: Figura 8

Figura 8 � Imagem refuge_g0015.jpg (ORLANDO, 2019)

4.1.4 RIM-ONE dl

Possui 485 de fundo de retina, divididas em 313 de olhos normais e 172

olhos com glaucoma. Estas imagens são provenientes de três hospitais espanhóis:

Hospital Universitario de Canarias (HUC), em Tenerife, Hospital Universitario

Miguel Servet (HUMS), em Saragoça, e Hospital Clínico Universitario San Carlos

(HCSC), em Madrid (BATISTA, 2020).

Resolução: 434x434 pixels

Formato: jpeg(JPEG)

Exemplo: Figura 9
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Figura 9 � Imagem rimonedl_154.jpg (BATISTA, 2020)

4.1.5 HRF

O conjunto de dados HRF foi criado por um consórcio de pesquisa cola-

borativa com o propósito de facilitar estudos comparativos sobre algoritmos de

segmentação automática em imagens de fundo de retina. Este conjunto de da-

dos, disponível ao público, inclui 15 imagens de pacientes saudáveis, 15 imagens

de pacientes com retinopatia diabética e 15 imagens de pacientes com glaucoma,

conforme disposto em (BUDAI, 2013).

Resolução: 300x300 pixels

Formato: jpeg(JPEG)

Exemplo: Figura 10

Figura 10 � Imagem hrf_04h.jpg (BUDAI, 2013)
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